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　環境問題とエネルギー問題の観点で，近年，電気

自動車（xEV）のライフサイクルにおいて二酸化炭素

（CO2）排出量評価 LCA（Life Cycle Assessment）が必

要不可欠である．その中で，電気自動車のキーコンポ

ーネントであるバッテリに関しては，電池セルに用い

られる原材料の資源性の議論も相まって，各国では，

車載用バッテリのリサイクルやリユースなどの議論が

なされている．

　一方，自動車以外では，再生可能エネルギーの導入

が各国政府主導で進められており，同時に，太陽光

発電や風力発電といった変動電源やHEMS（Home 

Energy Management System）などのエネルギー貯蔵用

バッテリの導入が推進されている．

　車載用バッテリのエネルギー貯蔵用へのリユース活

用により，新品バッテリと比較し，均等化発電原価

（LCOE：Levelized Cost of Electricity） は 12 ～ 41%

削減，また，地球温暖化係数（GWP: Global Warming 

Potential）は 7～ 77%削減可能という試算もあり 1)，

各国では車載用バッテリのリユース活用の実証試験が

進んでいる 2）3）．

　しかしながら，車載用バッテリの主流であるリチウ

ムイオン電池は，近年の電池災害事故の問題もあり，

車載用バッテリのエネルギー貯蔵用へのリユースにお

いて，リスク管理としてバッテリの状態・遠隔監視に

よりリアルタイムで電池診断を行い，異常予兆を検知

することが必須になってきている．

　デンソーは，経済産業省の次世代エネルギー・社会

システム実証（2010年度）において，HEMS分野，
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ど，常時監視可能な電圧や温度などの監視データの項

目毎の数値が規格内におさまっているか否か静特性を

検査する手法もあるが，この手法では，異常値を示し

たときに，実際の容量測定を行うことが必要となる．

　このように，容量のような動特性の取得は，測定や

ユーザの負荷が大きく，また，常時監視可能な静特性

からの推定においても，動特性との相関が明確でない

ため定性的な判断にとどまってしまう問題があった．

3.3  監視データの属性と理解

　HEMS用バッテリシステムにおいて，40台のバッテ

リを約 3.5年間，定期的に容量測定した結果を Fig. 2

に示す．また，監視データは電圧，電流，温度などの 9

項目のデータを，1min毎でサンプリングした．Fig. 3

に，1日分の監視データ一例を示す．本稿では，監視デ

ータのみで，容量急劣化の起点（異常の起点）を検知

することを目標とした．

　解析対象である監視データの特徴としては，(i)監視

データの項目（変数）が多く，変数間に相関関係があ

る，（ii）正常の範囲内であっても変化する項目（変数）

がある，ことが挙げられる．（i）については，例えば

電流を流せば電圧が変化するといった，各変数の相関

を利用して，各変数単独の挙動のみで異常を検知する

ことができない．また（ii）については，正常なデー

タ群から，異常の程度を定量化しても，閾値（境界）

の設定が困難で，異常有無を判別できない．つまり，

電池セルの監視データには，変数間の相関性と，正常

と異常のデータ群の連続性が混在しており，解析を困

難なものにしている．

　初期と時間経過後における監視データ間の相関係数

のヒートマップを Fig. 4に示す．それぞれの時点にお

いて，変数間の相関関係は認められるが，劣化前後で

は変数の関係性が異なっていることがわかる．そこで，

個々の監視データ値そのものでなく，変数の関係性に

着目して異常判定すること，つまり，監視データ間の

関連性の崩れを異常として検知することを行った．ま

た，正常な関連性からの逸脱を検知する解析手法とし

ては，結果の関係性が見えやすい相関解析を行うこと

とした．

　一般に，データから変数間の相関関係から疑相関

を取り除いた偏相関係数の関係性をみる手法として

ガウシアン・グラフィカル・モデリング（Gaussian 

Graphical Model以下，GGM）が挙げられる．この

時，偏相関係数を求めるためには相関係数の逆行列を

求めなければならないが，バッテリ監視データのよう

に変数間に強い相関をもつデータの場合，逆行列を

正しく求められないといった問題があったため，今

回，GGMでなく，機械学習手法である L1正則化を

活用したグラフィカルラスー（Graphical Lasso 以下，

GLASSO）を適用した．

　Fig. 5に GLASSOを監視データに適用した結果を

示す．ここでは，各頂点が変数を，辺が偏相関係数を，

辺の太さが関係性の強弱を表している．この時，変数

選択により，真の関係性がある変数間では非ゼロの偏

相関係数となり，弱い関係性しかもたない変数間にお

いてはゼロとし，辺は結ばれない．
Fig. 2　 Variation of discharge capacity during HEMS 

demonstration

Fig. 3　monitoring data

4.  モデリングの手法選定

BEMS分野，商用車分野でプロジェクトに参画し，デ

ンソーの内製HEMS用リチウムイオンバッテリシス

テムを提供してきた 4）5）．

　そこで，本稿では，デンソーのHEMS用リチウム

バッテリシステムの監視データを活用し，機械学習手

法を用いた電池容量の異常劣化検知技術を開発したの

で紹介する．

　HEMS用リチウムイオンバッテリシステムの外観

を Fig. 1に示す．このシステムは，内製の 20Ah級オ

リビン型リン酸鉄リチウムイオン電池セルを 96直列

で構成した定格容量 5kWのバッテリを用いている．

仕様は，定格出力電力 1500W，定格入力電力 2000W

（太陽光余剰電力充電モード）で，システム電力効率

は 84％以上，システム作動温度範囲は−5℃～ 45℃で

ある．

　使用した電池セルは，実証期間中（約 4年），容量

維持率が 70％以上を確保する寿命設計を行った．リ

チウムイオン電池の容量は充放電に伴うリチウムイ

オンの収支で決定され，設計段階で，本セルの劣化

は，通電や保存の負荷により，リチウムイオンが負

極表面で安定な副生成物（SEI被膜 , Solid Electrolyte 

Interphase）として消費されるモードと，使用期間に

伴い SEI被膜が壊れ，被膜を修復するためにリチウム

イオンの消費が加速するモードがあることを確認して

いる．本稿では，後者の劣化加速モードを電池容量の

異常劣化と定義した．

　また，このバッテリシステムは，定期的に満充放電

制御にて容量測定を行い，電圧，電流，温度などの 9

項目のデータを，1min毎でサンプリングし，ECU仕

様に従い RS485 4線式の通信方式で，遠隔でデータ監

視を行った．

3.1  課題の明確化

　バッテリの劣化状態（SOH: State of Health）を診断

する方法は，充放電を伴う測定が一般的であり，充放

電曲線から得られた容量や抵抗などの情報から診断を

行う．しかし，容量測定のような動特性の測定は時間

を要するだけでなく，停止時間の発生などユーザの負

担が大きい．また，OBDなどを活用した SOH診断

手法は，特定の電流パターンが無ければ測定や推定が

できないため，離散的な診断になり，リアルタイムに

異常を検知できない問題があった．

　また，容量を含む動特性を測定した場合においても，

リチウムイオン電池は使用期間に伴い容量は劣化するた

め，通常使用での連続的に変化する通常の劣化を示す

容量低下のデータ群から，異常な劣化を示す容量低下

を抽出するのが困難であり，この分離が課題であった．

3.2  現状把握

　バッテリの SOH診断は電池セル毎の電気化学測定

が確実である．具体的には，満充電状態から一定電流

での放電により，そのときの実際の容量を取得する方

法である．但し，この手法では 10時間程度の時間を

要し，そのタイミングは，夜間等の運転停止が前提に

なり，実際には，ユーザ負荷を考慮して頻度は 3～ 4

ヶ月に 1回の診断となる．

　より簡易な方法としては，電池抵抗や開回路電圧な

2.  HEMS用リチウムイオンバッテリシステム

Fig. 1　 External appearance of Li ion battery system 
for HEMS

3.  監視データと異常検知の方針
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見逃さないパラメータとして，（i）7日分，（ii）3日移

動分，（iii）前回比較，（ⅳ）カイ 2乗値と，決定した．

Step3：異常検知

　実証試験の監視データの正常と異常のデータ群を対

象として，訓練データによるパラメータチューニング

したモデルを用い，Step1～ 2を経過期間とともに，

解析区間を移動しながら繰り返し，相関の崩れ，つま

り，バッテリの異常を監視し，変動する監視データか

ら異常を検出した．

　実証試験の監視データを用いたモデル検証におい

て，定期的に取得した容量測定の結果をもとに，容量

の急劣化が認められない正常データと，容量の急劣化

が認められた異常データのテストデータを抽出して，

訓練データによりモデル化した解析を行った．解析期

間を 540～ 900日とし，その解析結果を Fig. 9に示

す．予め容量測定により約 700日近傍より容量の急劣

化を示すバッテリにおいて，監視データでも同タイミ

ングで異常度が極端に大きな値を示し，監視データの

みで，訓練データとは異なるテストデータでも，容量

の急劣化を検知することができた．

　本稿では，経年劣化する性質を持つバッテリ容量の

急劣化の検知という問題に対し，機械学習手法による

Fig. 6　 Outline of anomaly detection method and 
procedure of making anomaly detection model

Fig. 8　 Summary of tuning quantification parameters 

Fig. 7　 Discharge capacity behavior of  (a) normal 
deterioration and (b) rapid deterioration.

              And relationship behavior between (b) 
monitoring data

Fig. 9　The behavior of abnormality degree from 540 to 900 day; (a) normal deterioration and (b) rapid deterioration

6.  モデル検証

7.  まとめ
　GLASSOを活用し，異常検知の概要および異常検

知モデルの作成ステップを Fig. 6に示す．監視データ

からの（Step1）過去・現在の一定区間の監視データ

を用い関係性を可視化，（Step2）過去と現在の相関の

差を異常度とし定量化，（Step3）直近監視データに移

動して Step1～ 2を繰り返し監視データの異常を判定，

の 3つのステップで異常検知の解析を行った．

Step1：関係性の可視化

　解析ソフトウェア “R” の glassoパッケージを用い，監

視データの可視化を行った．監視データを取得するデ

ータ区間（窓）を移動させながらGLASSOで関係性を

示し，前後の関係性が崩れないか確認し，常時変動す

る監視データからのリアルタイムな異常検出を行った．

　Fig. 7に，代表的な正常と異常の容量推移と監視デ

ータの GLASSO関係性を示す．異常を示す容量推移

のデータにおいて，窓を移動させながら関係性の比較

を繰り返すと，容量の急劣化を示す近傍で，監視デー

タの関係性が変化することが確認された．この時，異

常前後での偏相関関係が変化している部分は温度と電

流であり，異常前後で発熱と充放電効率の関係性に変

化があったことがわかった．これは，異常劣化を示す

劣化加速モードにおいて，負極 SEI被膜の修復でリチ

ウムイオンの消費が増加し，発熱増加や充放電効率の

低下をもたらしたと推察される．

Step2：異常度の定量化

　Step1で学習した監視データの相関について，過去

と現在の相関を比較するための最適な定量化パラメー

タを，訓練データを用いてチューニングした．異常度

の検知性能を最大化するためには，（i）監視データの

取得する区間である窓幅，（ii）解析期間を移動する

窓移動量，（iii）異常度を表す統計量，（ⅳ）比較区間

の最適化が必要である．ここで，（ⅲ）では，異常度

を定量化に用いる値として，前後の差のずれを数値化

したカイ 2乗値と，前後の確率分布の差異の尺度で

あるカルバックライブラー疑距離（Kullback-Leibler 

divergence）を用いた．また，（ⅳ）では，定量値の比

較区間として，初期のデータと現在を含む直近データ

との関係性との差分を検討対象とした．

　検討結果を Fig. 8に示す．窓幅や窓移動量が短時間

だと敏感に異常として検知しやすく，長くなると異常検

知の感度が鈍くなることがわかった．また，異常度の

統計手法や比較区間なども異常検知感度の観点より決

定し，最も正常時のノイズが少なく，異常度の上昇を

Fig. 4　Heatmap of correlation coefficient matrix (a) initial and (b) after the elapse of a certain period of time

Fig. 5　 Relationship between monitoring data using 
Graphical Lasso (GLASSO)

5.  モデル化
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相関解析を適用した．バッテリの監視データのように，

変数間に強い相関を含んでいる場合でも，監視データ

間の関係性に着目し，L1正則化を活用したグラフィカ

ルラスー（GLASSO）により異常度を定量化すること

ができた．これにより，ユーザ負荷の高い定期的な容

量測定に頼らない，バッテリ監視データのみから，電

池容量の急劣化を異常として検知することができた．

　実装に向けては，モデルチューニング精度の向上や

簡素化，異常度判定の閾値設定，他のバッテリ系への

適用などの課題はあるものの，今後のビッグデータ活

用時代には，本稿のようなバッテリ監視データの解析

技術の役割は重要となると考えている．

　また，デンソーでは，その他にも SOH診断や劣化

予測診断などのバッテリ診断関連の技術開発を進めて

おり，エネルギーマネジメントや熱マネージメントに

よるバッテリ使いこなしや，リユース活用やバッテリ

運用サービスによるバッテリ使いきりを通じて，環境

問題とエネルギー問題に貢献していく．
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